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Актуальность исследования обусловлена необходимостью разработки программных средств слежения за объектами в реаль-
ном масштабе времени.
Цель работы: Создание алгоритма слежения за объектом в кадре в реальном масштабе времени.
Методы исследования: Параллельная реализация сигмоидальной нейронной сети на графическом процессоре, замеры вре-
менных характеристик параллельного алгоритма и его оптимизация.
Результаты: Предложена реализация на графическом процессоре (GPU) нейросетевого алгоритма слежения за объектом, спе-
цификой которого является использование при обучении нейронной сети задачника, устанавливающего однозначное соответ-
ствие обрабатываемого кадра в видеопотоке координатам центра объекта в кадре. Благодаря использованию GPU удается ре-
шить задачу слежения в реальном масштабе времени (25 кадров в секунду) при размерах обрабатываемого кадра до 1280×960.
Алгоритм основан на использовании многослойного персептрона и имеет ряд параметров, которые определены эксперимен-
тально. Одним из таких параметров является число нейронов скрытого слоя. В связи с реализацией алгоритма на GPU рассмо-
трены числа нейронов, кратные 16. В экспериментах установлено, что 16 и 32 нейрона не могут обеспечить даже малой степени
запоминания образов, 48 нейронов справлялись с обучением только на малых обучающих выборках, 64 нейрона обеспечили
хорошую степень запоминания образов и скорость работы. Дальнейшее увеличение числа нейронов приводит только к умень-
шению скорости работы нейронной сети и ее обучения.
Также заслуживает внимания частота, с которой нужно брать кадры из видеозаписи, чтобы эффективно обучить нейронную
сеть. Экспериментально установлено, что на частоте выборки одного кадра из десяти сумма максимальных отклонений по обе-
им координатам равна 50 при размерах объекта 300×300; дальнейшее увеличение частоты кадров лишь замедляет процесс об-
учения, не давая существенного выигрыша в качестве.
Получены ускорения процесса слежения в 10 раз по сравнению с центральным процессором персонального компьютера. Про-
цесс обучения нейронной сети ускорился в среднем только в 2 раза. Это обусловлено необходимостью транспонирования ма-
триц весов при реализации обучения нейронной сети на GPU.
Для реализации параллельного алгоритма использована программно-аппаратная архитектура CUDA, позволяющая произво-
дить вычисления с использованием графических процессоров NVIDIA, поддерживающих технологию GPGPU (произвольных вы-
числений на видеокартах). Для предварительной обработки изображений и вывода информации использовалась библиотека
компьютерного зрения OpenCV.

Ключевые слова:
Слежение за объектом, нейронная сеть, параллельные вычисления, графический процессор, CUDA.



Введение

В настоящее время разработано большое коли-
чество приложений для видеообработки с исполь-
зованием графических процессоров [1–9], которые
обеспечивают массовый параллелизм обработки
данных в реальном масштабе времени. Одной из
самых распространенных задач в этой сфере явля-
ется слежение за объектами [3–10]. Использова-
ние алгоритмов слежения за объектами использу-
ется для различных целей: выявление определен-
ных движущихся целей и слежение за ними в во-
енной технике; фиксация номерных знаков авто-
мобилей, превышающих скорость; наложение раз-
личных визуальных эффектов на видеозапись и
прочее.

Для реализации слежения за объектами разра-
ботано множество методов и алгоритмов, но зача-
стую они являются узкоспециализированными и
устойчивы лишь на определенном типе видеозапи-
сей. В хороших условиях (при четких изображе-
ниях, при низкой скорости перемещения объекта
и прочее) эти алгоритмы работают достаточно хо-
рошо, но при возникновении помех, при увеличе-
нии скорости объекта и уменьшении его размеров,
алгоритмы дают сбои. Ко всему прочему, алгорит-
мы слежения за объектами являются достаточно
трудоемкими, что вынуждает сжимать обрабаты-
ваемый кадр или как-то иначе упрощать обрабаты-
ваемую информацию. В связи с этим и возникает
проблема разработки эффективных робастных ал-
горитмов слежения за объектами.

В решении задачи слежения на графических
процессорах активно используются нейронные се-
ти [6–8] и другие математические модели [4, 5, 9].
В данной работе предложена реализация на графи-
ческом процессоре нейросетевого алгоритма слеже-
ния за объектом [10], спецификой которого являет-
ся использование при обучении нейронной сети за-
дачника, задающего однозначное соответствие об-
рабатываемого кадра в видеопотоке координатам
центра объекта в кадре. Благодаря использованию
графического ускорителя удается решить задачу
слежения в реальном масштабе времени без умень-
шения размеров обрабатываемого кадра.

Постановка задачи

Существует множество различных систем сле-
жения за объектами. Эти системы используют раз-
ные алгоритмы и работают на различных входных
данных. Наиболее эффективные реализации ис-
пользуют сложное дорогостоящее оборудование:
несколько видеокамер, запись цветного видео или
видео в инфракрасном спектре. С одной стороны,
цветное изображение дает возможность использо-
вать больше различных алгоритмов, но, с другой
стороны, эти алгоритмы достаточно трудоемки и не
всегда могут корректно работать (например, при
слабом освещении). Алгоритмы для монохромных
изображений могут использовать более доступную
технику, но являются менее эффективными и зача-
стую используют небольшие разрешения кадра.

Алгоритм [10] работает с монохромными изо-
бражениями малого разрешения (320×240), кото-
рое во время предобработки данных снижается до
80×60. Однако можно создать быстрый алгоритм,
работающий с большими разрешениями кадра в
реальном масштабе времени на достаточно деше-
вом оборудовании. Ключ к такому решению лежит
в использовании графических карт как устройств,
позволяющих выполнять массивно-параллельные
вычисления [11, 12].

Общая задача заключается в слежении за
объектом на изображениях и видео, то есть в опре-
делении координат центра объекта на основе ин-
формации, получаемой из изображения. Так как
одной из целей работы является слежение за
объектом на видео в реальном масштабе времени,
то на алгоритм определения координат центра
объекта накладывается ограничение по быстро-
действию: на обработку одного кадра должно ухо-
дить не более 1/25 секунды. При этом требуется
обрабатывать кадр целиком без потерь информа-
ции. Отметим, что в [10] для повышения скорости
работы алгоритма использовался лишь каждый
четвертый пиксель изображения.

Нейронная сеть и её обучение

Для обработки изображений использовалась
сигмоидальная сеть прямого распространения с
одним скрытым слоем [13–18]. Искусственная
нейронная сеть представляет собой систему вза-
имосвязанных простых процессоров – нейронов.
Каждый нейрон получает входные сигналы wi,
i=0,1,…,N и порождает выходной сигнал y=f(u),
где f(u) – нелинейная функция активации; 

– активация нейрона, wi, i=0,1,…,N –

весовые коэффициенты нейрона, w0 – величина по-
рога, x0≡1.

Обучение нейрона заключается в выборе весо-
вых коэффициентов wi таким образом, что выход-
ной сигнал y совпадает с требуемой величиной d.
Обучение с учителем использует набор обучающих
примеров, то есть множество пар вида (x,d), где x –
вектор входных сигналов.

Для униполярного сигмоидального нейрона
функция активации задана выражением

где β – параметр функции активации. В трехслой-
ной сигмоидальной сети, первый слой нейронов со-
держит входные сигналы, скрытый слой нейронов
получает входные сигналы и преобразует их, что-
бы передать выходному слою нейронов. Выходной
слой активизируется и порождает выходные сиг-
налы нейронной сети.

Благодаря дифференцируемости функции ак-
тивации для обучения нейронной сети можно ис-
пользовать градиентные методы оптимизации.
В частности используется метод наискорейшего

1
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спуска (метод обратного распространения ошиб-
ки), согласно которому модификация вектора ве-
сов производится в направлении отрицательного
градиента целевой функции

то есть

где α∈(0,1] – коэффициент (шаг) обучения.
Перед обработкой производилась нормировка

яркости монохромных изображений в диапазон
[0,1]. В результате исследования поведения сети
при разном числе нейронов в скрытом слое приня-
то решение использовать 64 нейрона, что обеспе-
чивает достаточную скорость работы алгоритма и
его точность. В выходном слое присутствует всего
два нейрона, каждый из которых дает на выходе
одну из координат искомого объекта. Для обуче-
ния использовался алгоритм обратного распро-
странения ошибки с коррекцией величины шага.
В качестве задачника использовался набор изо-
бражений с известными координатами центра
объекта.

Рис. 1. Пример обучающего изображения

Для создания задачника использовалась про-
грамма Autodesk Maya 2011 [19], в которой созда-
на трехмерная модель шестеренки (рис. 1).

Для этой модели с помощью формул, завися-
щих от номера кадра, заданы следующие параме-
тры: координаты объекта в кадре, углы поворота
объекта по трем осям и размер объекта. Затем с по-
мощью программы получены изображения с
объектом и видеозапись для тестирования процес-
са слежения за объектом. Для создания файла с ко-
ординатами центра объекта на разных изображе-
ниях создана программа, вычисляющая координа-
ты центра по формулам, описывающим его движе-
ние, и записывающая эти координаты в файл.

Для реализации параллельного алгоритма ис-
пользована программно-аппаратная архитектура
CUDA [11, 12], позволяющая производить вычи-
сления с использованием графических процессо-
ров NVIDIA, поддерживающих технологию
GPGPU (произвольных вычислений на видеокар-
тах). Для предварительной обработки изображе-
ний и вывода информации по ходу обучения ис-
пользовалась библиотека компьютерного зрения
OpenCV [20].

Реализация нейронной сети 
на основе технологии CUDA

CUDA (Compute Unified Device Architecture) – это
интегрированная среда, позволяющая разрабатывать
программы на языке С/С++, которые запускают па-
раллельное исполнение специальных функций ядра
на графической карте, поддерживающей технологию
CUDA. Эта графическая карта в данном контексте на-
зывается устройством, а компьютер, на котором уста-
новлено устройство, называется хостом (host). Функ-
ции ядра выполняются параллельно нитями, кото-
рые объединяются в блоки одинакового размера. Бло-
ки и нити внутри блоков формируют сетку, которая в
ходе выполнения функции отображается на мульт-
ипроцессоры GPU (Graphic Processing Unit) и их (ска-
лярные) процессоры, соответственно.

Функции ядра могут использовать различные
типы памяти устройства: регистры, разделяемая
(shared), текстурная и константная памяти. Тек-
стурная и константная памяти являются малыми
по объему, но быстрыми памятями устройства. Ло-
кальная и глобальная памяти устройства работают
значительно медленнее, но вмещают значительно
больше данных (обычно до 2-х Гбайт). Регистры и
локальная память доступны только текущей нити,
разделенная память доступна каждому блоку, а
константная, текстурная и глобальная памяти до-
ступны всем нитям. Передача данных между бло-
ками возможна только через глобальную память.

Поскольку нейроны одного слоя могут выпол-
нять вычисления независимо друг от друга, приня-
то решение реализовать параллельные версии ос-
новных функций нейронной сети и подстройки ее
весов. Созданы дополнительные функции, обеспе-
чивающие взаимосвязь параллельного алгоритма с
интерфейсом и последовательной версией. Напри-
мер, программа позволяет обучить нейронную сеть
с использованием CUDA, а обрабатывать выбран-
ные пользователем изображения с помощью после-
довательной реализации алгоритма и наоборот.

Функцию, выполняемую нейронной сетью,
можно разбить на три части:
1) Входной вектор x умножить на матрицу весов

скрытого слоя W1, после чего к результату при-
бавить вектор смещений скрытого слоя b1:

(1)

2) К полученному вектору a1 применить функцию
активации f:

(2)

3) Полученный вектор u умножить на матрицу ве-
сов выходного слоя W2 и прибавить вектор сме-
щений b2 нейронов выходного слоя:

(3)

В результате получаем три процедуры, содер-
жащие большое число операций, которые можно
выполнить параллельно. Для этих процедур напи-
саны функции ядра GPU, которые запускаются па-
раллельно на множестве нитей.
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В основе функций (1) и (3) лежит операция про-
изведения матрицы на вектор. Функция (2) проста
и не требует оптимизации. В изначальной версии
реализации функции (1) каждая нить производит
перемножение одной строки матрицы W1 на век-
тор x. Число нитей фиксировано и соответствует
числу нейронов скрытого слоя. Каждая нить вы-
полняет операции умножения и сложения. Обра-
щения нитей к глобальной памяти GPU значитель-
но замедляют их работу. К тому же профилиров-
щик Compute Visual Profiler показал, что при этом
не используется свойство GPU, позволяющее объе-
динять запросы к памяти: когда следующие друг
за другом нити обращаются в следующие друг за
другом ячейки памяти, эти обращения могут быть
объединены в одно (warp) и вместо группы обраще-
ний происходит по сути одно. Максимальное число
нитей, входящих в warp, равно 16 (32 для более
новых моделей GPU).

Чтобы устранить указанные недостатки, ре-
шено:
1) Увеличить число нитей, чтобы каждая нить пе-

ремножала только векторы из 16 чисел. В ре-
зультате увеличивается полезная нагрузка на
GPU, больше нитей выполняется параллельно,
появляется необходимость новой функции
ядра, суммирующей результаты работы нитей.

2) Использовать вместо глобальной памяти разде-
ляемую память (shared memory). Эта память
выделяется каждому блоку нитей и может ис-
пользоваться всеми нитями блока. Для этого
надо загрузить фрагмент глобальной памяти,
используемый всеми нитями блока, в разделя-
емую память. Каждая нить делает лишь одно
обращение к соответствующей ячейке глобаль-
ной памяти, скопировав значение в разделя-
емую память, а остальные данные нить сможет
получить из разделяемой памяти.

3) Транспонировать матрицу W1, чтобы обраще-
ния к элементам матрицы, находящимся в гло-
бальной памяти, объединялись в warp. Изна-
чально одна нить работала с вектором-строкой,
элементы которой располагаются в разных сег-
ментах памяти. Транспонирование матрицы
позволяет нити работать с вектором-столбцом,
что объединяет подряд идущие нити в warp.
В результате этих модификаций суммарное

время выполнения функции ядра для первого бло-
ка по всем запускам в течение работы программы
уменьшилось с 30 % времени работы GPU до 1 %
плюс 3 % на суммирующую функцию ядра, по-
явившуюся в ходе изменений пункта 1. Все загруз-
ки из глобальной памяти и выгрузки в глобальную
память GPU являются объединенными (coalesced).
Ветвления, вызванные циклом функции, и запуск
блоков нитей (warps) занимают крайне мало вре-
мени.

В функции подстройки весов определенные
блоки операций организованы в функции ядра,
выполняющиеся параллельно на множестве ни-
тей. Однако специфика этих блоков не позволяет

сильно ускорить их и вынуждает использовать
транспонирование матриц перед вызовом функции
подстройки весов и после нее, чтобы на следующей
итерации функция работы нейронной сети получи-
ла транспонированные матрицы весов. Без транс-
понирования наблюдается замедление работы
функции подстройки весов.

Алгоритм имеет ряд параметров, которые опре-
делены экспериментально. Одним из таких пара-
метров является число нейронов скрытого слоя.
В связи со спецификой параллельной реализации
алгоритма рассмотрены числа нейронов, кратные
16 (размер warp равен 16). В экспериментах уста-
новлено, что 16 и 32 нейрона не могут обеспечить
даже малой степени запоминания образов, 48 ней-
ронов справлялись с обучением только на малых
обучающих выборках, 64 нейрона обеспечили хо-
рошую степень запоминания образов и скорость
работы. Дальнейшее увеличение числа нейронов
приводит только к уменьшению скорости работы
нейронной сети и ее обучения.

Кроме вышеуказанных параметров, внимания
также заслуживает частота, с которой нужно брать
кадры из видеозаписи, чтобы эффективно обучить
нейронную сеть. Экспериментально установлено
(рис. 2), что:
1) на частоте выборки одного кадра из десяти сум-

ма максимальных отклонений по обеим коор-
динатам равна 50 при размерах объекта
300×300;

2) дальнейшее увеличение частоты кадров лишь
замедляет процесс обучения, не давая суще-
ственного выигрыша в качестве.

Рис. 2. Зависимость ошибки определения координат объек-
та от частоты выборки кадров

Тестирование параллельной и последователь-
ной реализаций проводилось на компьютере со
следующими характеристиками: CPU – AMD
Athlon 7750, 2 ядра по 2,7 ГГц, GPU – NVIDIA Ge-
Force 9800 GT. 512MB 256 bit, количество потоко-
вых процессоров – 112. Разработка параллельной
версии велась с использованием Cuda Toolkit 4.1. и
Cuda Toolkit 4.0 (использован профилировщик
этой версии). Главным параметром, по которому
проводилось сравнение, является скорость работы
нейронной сети, то есть быстродействие основной
функции слежения за объектом.

Из рис. 3 следует, что параллельная реализа-
ция нейронной сети на GPU позволяет увеличить
линейные размеры обрабатываемых изображений
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в 4 раза (с 320×240 до 1280×960). Из рис. 3, 4 сле-
дует, что процесс обработки нейронной сетью по-
следовательности кадров ускорился в среднем в
10 раз. Процесс обучения ускорился в среднем
только в 2 раза (рис. 5). Это обусловлено необходи-
мостью транспонирования матриц весов при реа-
лизации обучения нейронной сети на GPU.

Рис. 3. Времена работы нейронной сети на CPU и с исполь-
зованием GPU

Рис. 4. Ускорение параллельной реализации алгоритма по
сравнению с последовательной

Рис. 5. Ускорение обучения нейронной сети при различных
разрешениях кадра

Заключение

Реализованы алгоритмы слежения за объектами
в реальном масштабе времени, основанные на ней-
ронных сетях с обучением алгоритмом обратного
распространения ошибки. Предложен алгоритм
слежения за объектами, использующий массивно-
параллельные вычисления с использованием гра-
фического процессора, проведены исследования и
оптимизация параметров алгоритмов. Получены
ускорения процесса слежения в 10 раз и процесса
обучения в 2 раза. Экспериментально определены
максимальные разрешения кадра, пригодные для
слежения в реальном времени, и оптимальная ча-
стота взятия кадров из видеозаписи в обучающую
выборку. Возможно развитие работы в направлении
создания алгоритмов, обучающихся в реальном вре-
мени, то есть уже во время слежения за объектом.
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The urgency of the discussed issue is caused by the need to provide software for tracking objects in real time.
The main aim of the study: to create an object-tracking algorithm in the frame in real time.
The methods used in the study: parallel implementation of the sigmoid neural network on the GPU, measuring the temporal charac-
teristics of the parallel algorithm and its optimization.
The results: The authors have proposed implementation of a neural network algorithm on graphic processor (GPU) for tracking an object
in a video frame. The specific character of the algorithm is the use of a training set which establish correspondence between the video fra-
me and the object center coordinates in this frame when training a neural network. Owing to GPU application the tracking problem can be
solved in real time (25 frames per second) at the processed frame sizes up to 1280×960.
The algorithm is based on the use of multilayer perceptron and has a number of parameters, which are determined experimentally. One of
such parameters is the number of the hidden layer neurons. Due to the algorithm implementation on GPU the authors considered the num-
ber of neurons multiple 16. It was determined experimentally that 16 and 32 neurons cannot provide even a small degree of memorizing
images, 48 neurons cope with learning only small training samples, and 64 neurons provided a good degree of memorizing images and
speed. Further increase in the number of neurons results only in reducing speed of the neural network functioning and its training.
The frequency which is required for taking pictures from a video to train effectively a neural network is worth noticing as well. It is found
out experimentally that at a sampling rate of one frame of ten, the sum of the maximum deviations in coordinates is 50, when the ob-
ject size is 300×300; further increase of the frame rate slows down the process of training without significant gain in quality.
The authors obtained the tracking accelerating by 10 times in comparison with the CPU of a personal computer. The neural network trai-
ning is accelerated only 2 times on average. This is caused by the need to transpose the weight matrices when implementing the neural
network training on the GPU.
To implement the parallel algorithm, the hardware and software architecture CUDA is used. It allows computation on graphics proces-
sors NVIDIA, supporting GPGPU technology (general purpose computations on GPU). For preliminary image processing and data output
the computer vision library OpenCV is used.

Key words:
Object tracking, neural network, parallel computing, GPU, CUDA.
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